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摘  要  近年来，随着大数据、云计算技术的发展，应用系统越来越集中，规模亦越来越大，使得存

储系统的性能问题越来越突出。为应对其性能要求，并行文件系统得到了大量的应用。然而现有的并

行文件系统优化方法，大多只考虑应用系统或并行文件系统本身，较少考虑两者之间的协同。该文基

于应用系统在并行文件系统上的访问模式对存储系统的性能有显著影响这一特点，提出基于动态分区

的并行文件系统优化方法。首先，利用机器学习技术来分析挖掘各个性能影响因素和性能指标之间的

关系和规律，生成优化模型。其次，以优化模型为基础，辅助并行文件系统的参数调优工作。最后，

基于 Ceph 存储系统进行原型实现，并设计了三层架构应用系统进行了性能测试，最终达到优化并行

文件系统访问性能的目的。实验结果表明，所提出方法可以达到 85% 的预测优化准确率；在所提出模

型的辅助优化下，并行文件系统的吞吐量性能得到约 3.6 倍的提升。

关键词  并行文件系统；性能优化；机器学习；逻辑回归

中图分类号  TP 302  文献标志码  A  doi: 10.12146/j.issn.2095-3135.20200901001

Research on Machine Learning-Based Performance Optimization of

Dynamic Partitioned Parallel File System
WU Jiashu1,2 WANG Hongbo1 DAI Hao1 XU Chengzhong3 WANG Yang1

1( Shenzhen Institutes of Advanced Technology, Chinese Academy of Sciences, Shenzhen  518055,  China ) 
2( School of Computing and Information Systems, University of Melbourne, Parkville, Victoria  3052,  Australia ) 

3( The State Key Laboratory of IoT for Smart City, University of Macau, Macau  999078,  China ) 

Abstract Thanks to the rapid evolvement of technologies including big data and cloud computing, 
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1 引  言 

  伴随着互联网、大数据和云计算技术的发

展，应用系统的计算、数据和部署越来越集中，

应用系统的规模也相应地不断扩大。对于输入输

出(I/O)密集型的应用程序，存储系统性能，即

其运行效率，常常会成为整个系统的性能瓶颈。

常见的性能指标有吞吐量(Throughput)、每秒读

写操作次数(Input/Output Operations per Second，
IOPS)等。为了解决这一问题，研究者进行了各

种各样的尝试，而并行文件系统便是一种被广泛

应用的系统技术[1]。

  并行文件系统通过将多个逻辑上独立的存储

节点聚合为一个有逻辑的、高性能的存储系统来

缓解或解决相应的存储系统性能问题。它可以将

分散于各个存储节点上的磁盘性能进行汇聚，以

统一的、标准的接口为应用提供高性能的文件存

储及访问服务，并可以随着系统规模的扩大而很

容易地进行纵向、横向的扩展，因而具有高吞吐

量、高 I/O 带宽、容易扩展等特点[2]。

  现实场景中的应用系统都具有多样性。应用

系统本身的特点及其数据访问层的设计决定了其

在并行文件系统上的访问需求及 I/O 访问模式。

譬如对于视频监控类应用来说，其 I/O 访问模式

主要以顺序读或写为主，强调并行文件系统的吞

吐量；而股票交易系统的 I/O 访问模式则以随机

读或写为主，强调 IOPS 的并发能力[3]。如何针

对应用系统的 I/O 模式在并行文件系统的配置上

进行优化，从而产生协同效果是一个值得思考的

问题。而现有的性能优化方法，无论是基于并行

文件系统本身，或是基于应用系统本身，都较少

考虑这一点。

  另一方面，当前提出的优化方法，绝大多数

都是基于某一个时间点的、静态的优化方法[4-6]。

当应用系统的功能、负载或者架构发生变化时，

并行文件系统 I/O 访问模式也会随之产生变化，

而这种变化将导致已有的优化方法可能不再适用

于当前的系统。因此，根据某一个时间点应用系

统的 I/O 模式对应用系统或并行文件系统进行孤

立的、静态的优化方法都有其局限性。

application systems become more and more centralized with boosted scale, which gradually highlights 
the performance issues of storage systems. Parallel file systems have been applied in a wide range of 
applications to meet the performance requirements of large-scale applications running on the storage 
systems. However, the majority of currently used parallel file system optimization methods only takes the 
application system or the parallel file system itself into account, and seldom considers the collaboration 
among them. Considering that the access mode of an application system when accessing the parallel file 
system will have a significant impact on the storage system performance, this study proposes a parallel file 
system optimization approach based on dynamic partitioning. The key idea is to firstly leverage machine 
learning techniques to reveal the relationships between factors that can influence the system performance 
and build an optimization model accordingly. Then, the optimization model will facilitate the parameter 
optimization of parallel file systems. Finally, the model is tested on a Ceph-based storage system prototype 
with a three-layer application system. The proposed model successfully optimizes the parallel file system 
access performance. Experimentally, the proposed model achieves an optimization prediction accuracy of 
85%. With the assistance of the proposed model, the system throughput is improved by 3.6 times. 

Keywords parallel file system; performance optimization; machine learning; logistic regression
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  在理想状况下，各种并行文件系统的设计假

设所有的底层硬件都具有性能的一致性。正是出

于这种假设，并行文件系统在设计时通常按照一

定的算法将系统的 I/O 负载均匀地分配到每一个底

层的数据存储节点上，但这种设计可能会存在底

层存储系统的性能没有被充分利用的情况。因为

在具体实践中，并行文件系统的各个存储服务器

节点之间存在性能差异是常见的现象。不管这种

差异是由于 I/O 控制方式造成的，还是由于其存储

介质原理、运转机制等造成的，该差异在大多数情

况下并没有在并行文件系统设计的时候被考虑，因

而可能会造成性能较好的节点资源未被充分利用的

情形。虽然这种情况可以通过应用数据存储分布策

略和并发策略来弥补，但仍然值得留意。

  综上所述，现有并行文件系统优化方法虽能

在一定程度上缓解或解决性能问题，但是仍然存

在不足。本文将寻求一种新的，更具有针对性、

适应性的并行文件系统性能优化方法。本文的创

新性及先进性主要体现在以下几点。

  (1)基于机器学习的动态分区并行文件系统

框架：通过对各种应用 I/O 模式下影响并行文件

系统性能的因素和性能指标数据进行相关性分

析，发现并通过实验证实了块分区尺寸与两个主

要性能度量指标之间的关系，据此再结合机器学

习技术提出了基于机器学习的动态分区并行文件

系统的优化方案。

  (2)基于逻辑回归的面向文件系统动态分区

的机器学习算法：对基于动态分区的并行文件系

统性能优化方法进行归纳和总结，提出基于逻辑

回归的优化算法，从而实现通过输入调优参数后

利用模型预测性能影响的方法来指导并行文件系

统访问性能的参数调优工作。模型在验证数据集

上达到了最大 85% 的准确率。

  (3)基于 Ceph 文件系统实现原型设计与实

现：设计和实现了基于 Ceph 存储系统的并行文

件系统原型，并用于机器学习模型所需数据的生

成、模型的优化及验证工作。经过实验验证，整

个环境可以满足本文所设计的各种实验及测试要

求，可以用来验证所提出优化算法的可行性和有

效性。

2 相关工作

  近年来，并行文件系统被广泛应用，各种并

行文件系统应运而生。比较著名的有 GPFS(IBM 
General Parallel File System)[7]、PVFS(Parallel 
Virtual File System)[8]、PanFS[9]、Lustre[10]及 
Ceph[11]等。在进行并行文件系统的性能研究时，

通常从研究其影响因素着手：寻找哪些因素对并

行文件系统的性能产生影响并探索这些因素在应

用系统、并行文件系统中的分布情况，进而研究

各个因素对并行文件系统的影响程度。但是，由

于并行文件系统是一个架构复杂的分布式系统，

且需经常应对多变的应用系统而做出调整，因此

造成了并行文件系统性能优化方法的复杂性。

  并行文件系统性能优化研究通常从应用系

统、元数据(Metadata)服务、存储服务器以及并

行文件系统架构等几个方面展开(见表 1)。在并

行文件系统架构优化方面，可以采用的方法包括

优化数据存储和分布的策略[4]、采用更高带宽的

存储网络及采用基于负载特征的存储架构等[12]；

对元数据优化的方法包括对元数据的创建、查

找、搜索、存储分布进行分割优化[13]，其中对元

数据服务器进行优化，采用分布式元数据服务架

构等方法；对数据存储的优化方法包括优化数据

存储条带化参数(包括条带宽度、条带深度和带

偏移量等)，优化磁盘类型和数量，RAID 级别，

建立缓存机制，优化存储服务器数量[14]。

  当需要在应用系统上着手对并行文件系统的

访问性能进行优化时，通常可以从两方面着手：

一是重构数据访问层，利用更优化的算法、采用

异步消息队列、加入缓存机制或优化存储并行访
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问策略等方法；二是从并行文件系统上着手，即

本文所采取的方式，根据应用系统的特点和负载

形式，对并行文件系统进行有针对性的配置从而

达到优化性能的目的。

  常见的并行文件系统性能优化方法见表 1，
其对相关技术在包括架构、数据和元数据 I/O 性
能等三方面进行了对比。

 

3 面向动态分区的并行文件系统性能优

化算法

3.1 问题描述

  并行文件系统的性能是指并行文件系统的运

行效率。常见的性能评估指标有每秒读写操作

次数 IOPS、吞吐量、最大每秒写 I/O 操作次数

(WIOPS)和读 I/O 操作占比(RRatio)等。

  通过对样本数据进行分析，构建热力图(图 1)
并对其进行比较、分析之后，可以发现以下规律：

  (1)区块尺寸(I/O 操作最大读、写分区尺

寸)对两个主要性能 IOPS 和吞吐量的影响都极

为显著。

  (2)IOPS 随着区块尺寸的增加而减小，吞吐

量则相反。进一步的分析发现，IOPS 及吞吐量

和块分区尺寸近似线性相关。

  (3)读 I/O 操作占比对 IOPS 和吞吐量也有影

响，但没有块分区尺寸影响显著。

  因此，本文选择动态分区尺寸大小作为改变

性能的因素，对并行文件系统访问性能进行优

化。本文选定通过调整区块尺寸(单次 I/O 操作

最大读、写分区)来进行性能优化的另外一个原

因是，现有的并行文件系统都支持对这一性能因

素进行在线调整。 
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图 1 主要性能影响因素热力图

Fig. 1 Heatmap of major performance influencing factors

  选定了性能因素之后，本文将利用机器学习

的方法为块分区尺寸和并行文件系统性能指标建

立关系模型，通过预测某个分区尺寸对并行文件

系统性能的影响来指导性能优化工作，最终选取

可对系统性能达到优化效果的分区尺寸并进行在

线配置。

  在性能优化评价方面，本文则选择 IOPS 和
吞吐量来对并行文件系统访问性能的优化效果进

表 1 并行文件系统性能优化技术与方法

Table 1 Techniques and approaches for parallel file system performance optimization

[4,26]

[15]

[20]

[21-23] [24-25]

[14]

[7,19]

[16-18]

[27-28]
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行评价。图 2 再次验证了分区尺寸对并行文件系

统性能的显著影响，从而反映出通过调整分区尺

寸对性能进行优化是可行的。为了对问题能更进

一步的分析和研究，也为了更好地利用机器学习

技术，本文需要做出一些假设和限定，并对所要

研究的问题进行以下定义。

  (1)假设与约束

  并行文件系统硬件配置的更改，如使用固态

硬盘(SSD)替代传统机械硬盘，会因其物理特性

或技术特性的原因而显著地影响存储子系统的性

能，因此本文假设并行文件系统的硬件配置在优

化过程中保持不变。不仅如此，并行文件系统软

件配置、架构的变更也可能对存储子系统性能

产生影响，如缓存 Cache 的配置以及 Cache 的大

小。因此本文也假设，在存储子系统优化过程

中，除了本文选定的性能优化方法所需要的系统

配置参数之外，其他系统配置、参数及系统架构

在优化过程中均保持不变。

  (2)性能优化目标

  理想状态下，并行文件系统的最大存储访问

性能(Capacity)由并行文件系统的物理特性和架

构决定，并和具体的应用系统无关。因此在考虑

优化目标时，将以并行文件系统的最大存储访问

性能为基础并结合一定的性能损失来确定。存储

系统的最大存储访问性能可以通过压力测试来获

得，而应用系统对存储子系统的性能损失则依赖

经验值，即 30%。在应用系统对并行文件系统访

问性能损失参考值确定以后，就能以此来确定优

化的目标。

  (3)问题的定义

  依照本文的假设与约束，对所研究的问题进

行了归纳，即针对特定应用系统特定的并行文件

系统的访问模式，对其性能按照预先设定的优化

目标，通过调整区块尺寸的方法进行优化。并且

当应用系统对并行文件系统的访问模式发生变化

时，所提出算法能够持续地调整优化方案，从而

实现基于机器学习的动态并行文件系统的访问性

能优化方法。

3.2 基于机器学习的多元逻辑回归算法

  本文将问题转化为分类问题并采用逻辑回归

算法来解决。逻辑回归是本文根据问题描述选择

的机器学习算法，可以将并行文件系统性能优化

的问题，转换成预测在并行文件系统上相关性能

因素的修改能否达到预先设定的性能优化目标的

二分类问题，并用于指导并行文件系统访问性能

优化工作的参数调优。相较于传统依赖经验的性

能参数调整方法，该方法更具有可操作性。

  模型与算法的选择在任何机器学习项目中都

极其关键，直接影响到后续预测结果的准确性和

整个机器学习方法的适用性。好的模型选择不仅

                                                                    (a) 吞吐量                                                                           （b) IOPS

图 2 动态分区大小和吞吐量及 IOPS 的关系

Fig. 2 Relationships between dynamic block size and influencing factors (throughput and IOPS)
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能提供较高的预测准确率，也理应具有良好的运

算性能。本文所采用的逻辑回归算法计算量小、

存储占用率低、实施简单高效且可以用于大数据

量的场景[34]。除此之外，逻辑回归可以通过在线

学习的方式更新参数，无需重新训练整个模型，

这为实现动态调整性能影响因素，进而动态优化

并行文件系统性能提供了帮助。

  根据系统设计要求，多元逻辑回归的算法步

骤如下：

  (1)运行 Jupyter 环境，加载 TensorFlow[35]、

Pandas、Matplotlib  和 Numpy 模块。

  (2)在训练前先对数据进行随机排序处理并

分配训练集和验证集，防止模型过拟合。其中，

验证集包含 40 组数据。

  (3)读入准备好的训练和测试数据，用于后

续训练及测试。

  (4)利用 Pandas 将读入的 csv 数据转换成二

维数组。

  (5)采用预测函数：

                        (1)
其中，W 为权值矩阵；b 为偏置量 Bias。Sigmoid 
激活函数输出并行文件系统能达到优化目标的概

率，即

                                   (2)
  损失函数采用交叉熵损失函数：

        (3)

其中，m 为样本数量。

  (6)定义两个变量并初始化用于存储 W 和 b。
  (7)选择 TensorFlow 的 GradientDescentOptimizer 
进行梯度下降优化。设定优化目标，使得损失函

数最小化。

  (8)在 Ceph 集群和应用服务器上进行训练和

测试。训练过程中共进行 25 000 次训练。其中每 
100 次为一批，共计 250 批次的训练。此种实验

参数的选取足够使所训练的模型达到收敛状态。

在每个批次的训练中，对当前训练批次的平均损

失(Loss)值和其在训练数据集上的平均准确率进

行记录。最终通过观察和记录的损失值和准确

率，了解和掌握整个训练过程。算法的代码节选

如图 3 所示。

 
图 3 逻辑回归算法代码节选

Fig. 3 Code snippets of logistic regression algorithm

4 基于机器学习的动态分区并行文件系

统优化方法

4.1 问题描述

  通过第 3 小节对样本数据的分析，本文发

现并行文件系统访问性能和动态分区尺寸之间

存在近似线性的关系，同时在理论上讨论了如

何运用机器学习算法对并行文件系统的访问性

能进行优化。

  为了实现所提出的机器学习算法，本文基于 
Ceph 设计了相应的并行文件系统原型，并选择 
IOMeter (www.iometer.org/ 2020)作为 I/O 工具；

在机器学习的框架和工具方面，则选用 Python 
和 TensorFlow (https://www.tensorflow.org/. 2020)
对所提出算法进行实现。

4.2 基于 Ceph 的原型系统体系架构设计

4.2.1 系统原型设计相关技术

  IOMeter 可以被用来测量磁盘和网络控制器
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的性能、总线带宽和时延、驱动器的吞吐量、

系统级别的硬件驱动性能等。整个工具由工作

负载生成器 Dynamo 和 IOMeter 客户端组成。其

中，Dynamo 可以按计划要求在相关应用系统中

生成 I/O 负载，用于压力测试或 I/O 模拟。在具

体测试中，Dynamo 将接受 IOMeter 发送来的指

令并执行相应的 I/O 操作，同时记录各种性能指

标信息并将数据返回给 IOMeter 生成测试报告。

IOMeter 客户端则用于配置负载、设置操作参

数、启动和停止测试，并在测试过程中收集测试

结果数据。

  IOMeter 具有很强的灵活性，可以很方便地

利用脚本来定制 I/O 负载，并能检测系统的多种

性能指标。这种灵活性使得它可以被配置用于模

拟特定应用程序或基准测试程序的磁盘和网络

 I/O，当然也可以用来产生综合性的 I/O 负载。

  本文利用 IOMeter 对并行文件系统进行压力

测试从而得到并行文件系统的性能。测试中模拟

了各种 I/O 模式并记录性能相关信息，最后采用

逻辑回归算法进行训练得出机器学习模型并用于

性能优化参数效果的预测。

4.2.2 基于 Ceph 原型系统体系架构设计

  本文利用 Ceph 平台实现了并行文件系统原

型以进行相关的实验和测试，包括并行文件系统

性能压力测试、机器学习样本数据生成、机器学

习模型训练及验证等工作。应用系统采用常见的

三层架构来实现，具体如图 4 所示。该三层架构

分别为应用客户端、应用中间层和数据访问层，

而并行文件系统构建则基于 Ceph 集群之上。其

中，应用客户端主要用来进行运行自动化测试工

具并监控和收集并行文件系统访问性能的相关数

据；也可以用来运行相关数据分析、机器学习平

台的工具。应用中间层则用来根据测试用例对特

定的 I/O 访问模式进行模拟以生成相应的 I/O 
负载，并将 I/O 的请求传递给数据层直至底层

的基于 Ceph 的文件系统，其物理设计如见图 5 

所示。

  整个系统原型设计包括 7 台服务器，其中 
5 台 Linux 服务器，2 台 Windows 服务器或工

作站。在 Ceph 集群的存储节点上，采用了包

括 SSD、机械硬盘和 SD 卡等各种存储介质的组

合，以反映现实生产环境中存储介质的多样性，

同时使得本研究更具鲁棒性。整个原型环境的配

置如表 2 所示。

  具体地，整个系统原型采用虚拟化的方式

部署。在原型系统的搭建中，本文采用 Oracle 
VirtualBox[36]和 Vagrant[37]等相关的工具和技术。
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图 4 系统原型架构图

Fig. 4 System prototype structure
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图 5 应用系统的物理设计

Fig. 5 Physical design of the application system
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Vagrant 2.2.4 启动 3 个虚拟机并检测虚拟机的

状态，创建 Ceph 集群并配置 Ceph Monitor 服
务，初始化现有硬盘并在上面创建对象存储器

(OSD)，并基于 Ceph 文件系统来实现并行文

件系统服务。Ceph 集群建立之后，再使用 1 台 
Linux 的应用服务器和 1 台 Windows 机器来运行 
IOMeter。
5.2 I/O 数据的收集与预处理

  数据均来自于为本文所设计和部署的原型系

统。为了避免数据的过拟合，也为了排除因为缓

存等非必要因素对测试结果的影响，本文特别

对测试时序和用例进行了精心设计，加入了预

热时间。

其中，VirtualBox 是一个基于 x86 和 AMD64/
Intel 的开源虚拟化软件包(Hypervisor)，在本实

验中作为虚拟化主机来运行 Ceph 集群、应用服

务器和测试服务器；而 Vagrant 是一个自动化管

理工具，用于虚拟化环境的管理，如可以用来执

行对虚拟机的配置、创建或运行进行自动化管

理。文件系统的物理设计见图 6。

5 系统原型性能评测

5.1 原型系统部署

  本研究创建了 3 个节点的 Ceph 集群来实

现并行文件系统原型，同时使用 CentOS 6.0 和 

表 2 原型机器环境配置

Table 2 Environment configuration of system prototype

图 6 Ceph 集群物理设计图

Fig. 6 Physical design of Ceph cluster
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表 3 吞吐量优化训练数据集

Table 3 Training dataset of throughput performance optimization

  在测试方法上，本文尽可能地列举了各种可

能的 I/O 访问模式，并力求包括大多数常见 I/O 
访问模式，然后根据每一种可能的 I/O 访问模式

在并行文件系统上生成访问负载并记录相关的性

能表现数据作为原始数据。在原型系统三层架构

中，IOMeter 的 Dynamo 组件运行于客户端和中

间层，用于生成 I/O 负载来模拟应用程序，同时

收集性能数据。

  对于优化指标，在选定吞吐量为优化指标

时，优化目标根据最大吞吐量并考虑 30% 性能

损失来确定。在训练数据集上，最大吞吐量为 
43.828 MiBps，因此本文确定了优化目标为：

43.828 MiBps×(1－0.3)＝30.680 MiBps
  即如果 I/O 分区模式的吞吐量大于或等于 
30.680 MiBps 时，那么可以认为对应的应用系统

在并行文件系统上的访问性能处于优化的状态；

反之，则认为相关应用系统在相应的并行文件系

统上的访问性能存在优化的空间，可以通过进一

步修改分区尺寸的方式来进行优化。分区尺寸的

选择可以参考图 2 揭示的 I/O 分区尺寸和吞吐量

的关系。

  在选定 IOPS 为优化指标时，优化目标则根

据最大 IOPS 并考虑 30% 性能损失来确定。在训

练数据集上，最大 IOPS 为 500，因此本文确定

了优化目标为：

500×(1－0.3)＝350

  即如果 I/O 分区模式的 IOPS 大于或等于 350 
时，那么可以认为应用系统在并行文件系统上的

访问性能处于优化的状态；反之，则认为相关应

用系统在并行文件系统上的访问性能存在优化空

间，可以通过进一步修改 I/O 尺寸的方式来进行

优化。分区尺寸的选择同样可以参考图 2 揭示的 
I/O 分区尺寸和 IOPS 的关系。

  表 3 为清洗过的训练数据集节选，表头为本

研究中选定的功能特征。以吞吐量为例，标记列

的值表示某一行所描述的 I/O 模式的吞吐量是否

已达到优化状态，其中 1 代表已达到优化状态，

0 代表系统仍需优化。样本数据准备并标记好之

后，将利用 Python 和 TensorFlow 来建立逻辑回

归模型。 
5.3 实验结果

5.3.1 验证过程及实验结果

  在逻辑回归过程中，于训练数据集上进行

了 25 000 次的训练，其中以每 100 次为一批进行

训练。之后，采用随机分配的验证数据集对训练

好的逻辑回归模型进行评估。对于验证集中的每

一组数据，将模型预测的结果与真实标签进行比

对，从而计算出模型准确率。

  在本实验中，逻辑回归模型在训练数据集上

的准确率可以达到 0.98，在测试数据集上的准确

率则是 0.85，具体如表 4 所示。这表明，所训练

的模型可以十分准确地预测出哪种尺寸设置能够
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提高系统性能。同时，在经过约 100 轮训练后

(图 7 和图 8)，训练趋于稳定、模型收敛，从而

使得动态调整分区尺寸以及为不同系统设置不同

分区尺寸参数变得更加可行。

表 4 逻辑回归训练过程中相关指标

Table 4 Evaluation metrics of logistic regression

5.3.2 结果实例分析

  以优化吞吐量为例，在本文中，为了选取一

个可以优化系统性能的分区尺寸，算法将进行以

下过程：

  (1)假定首先选取 64 KiB 作为分区尺寸。如

表 5 所示，实验得出的吞吐量 12.442 MiBps 小于

性能优化目标 30.680 MiBps，则可以判定目前系

统状态为非优化状态，需要进行优化。所以，此

时的机器学习算法也应将此组数据分类为 0 类。

本研究希望机器学习算法能够正确地判定此时的

分区尺寸无法优化系统性能。

  (2)继续采用动态分区的方法调整 I/O 尺寸

以进行优化。根据分区尺寸和吞吐量成近似线性

关系，对于需要高吞吐量的系统而言，需要调高

分区尺寸；对于需要高 IOPS 的系统而言，则需

要降低分区尺寸。

  (3)调整分区尺寸为 128 KiB，测试系统的

I/O 模式和性能表现，如表 5 所示。此时系统性

能未达到预期目标，所以本研究依旧希望机器学

习模型也可将这组数据预测为 0 类，即经过模型

预测，128 KiB 的分区尺寸对于当前系统状态而言

不是一个好的选择，从而避免在此时选取 128 KiB 
作为分区尺寸。

  (4)继续增大分区尺寸并进行预测，直至
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图 7 逻辑回归训练过程中的损失值

Fig. 7 Loss of logistic regression during training

图 8 逻辑回归模型训练与测试准确率

Fig. 8 Logistic regression training and validation accuracy 

表 5 优化案例 I/O 模式及性能数据

Table 5 I/O mode for cases of optimization and the corresponding performance
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512 KiB，预测评估当前系统是否处于优化状态。

如表 5 所示，此时系统的吞吐量为 43.828 MiBps，
大于预期优化目标 30.680 MiBps，此时系统处

于优化状态。本研究期望机器学习模型可以将

这组数据预测为 1 类，表示系统已处于优化状

态，将分区尺寸设为 512 KiB 在此时是一个好

的优化选择。

  经过系统优化处理后，通过将分区尺寸从

64 KiB 调整到 512 KiB 后，应用系统并行文件系

统访问性能从 12.442 MiBps 增加到 43.828 MiBps，
增加了 3.6 倍，具体如图 9 所示。通过机器学习

模型的帮助，当要动态调整分区尺寸时，就可以

在模型的帮助下预测出可以提高系统性能的尺寸

调整方案。
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图 9 并行文件系统访问性能优化前后对比(吞吐量)

Fig. 9 Comparison of system throughput performance 

before and after configuration optimization

5.3.3 讨论与分析

  从优化并行文件系统性能的框架上来看，相

比于文献[13]，本文所提出的基于机器学习的动

态分区并行文件系统优化架构可以自动地选取出

合适的参数配置，从而达到对系统性能的优化，

而文献[13]则需要通过实验尝试才能判断一个参

数配置是否能够优化并行文件系统的性能。基于

机器学习的优化框架通过其所学习到的信息来对

参数配置进行判断，使得本方法更加灵活。

  而从动态地对并行文件系统性能进行优化的

角度来看，本文所提出的算法可以预先学习在不

同系统 I/O 模式下的系统分区配置优化情况，从

而使得动态地根据系统的实时 I/O 模式进行动态

分区配置调整变得可行。而文献[13]所提出的方

法则无法对系统性能进行动态的优化。

  在优化所使用的算法上，本文采用了逻辑回

归模型。随着深度神经网络的迅猛发展，在对并

行文件系统进行优化的同时也可以考虑使用深度

学习算法，如文献[14]中所使用到的深度强化学

习算法，以学习更加灵活、鲁棒的优化模型。

6 总结与展望

  本文基于应用系统的访问模式及分区尺寸对

并行文件系统访问性能有显著影响这一特点，利

用机器学习的技术对特定应用系统的 I/O 访问模

式进行分析归纳，挖掘主要性能影响因素和主要

性能指标之间的关系、规律并生成基于机器学习

的优化模型，进而利用生成的机器学习模型来指

导并行文件系统的参数优化工作，以达到优化并

行文件系统整体访问性能的目的。

  本文提出采用机器学习方法来进行并行文件

系统的性能优化，但具体实现时，仅以分区尺寸

这一主要的性能因素进行；评价性能也只选用两

个最常用的性能评价指标 IOPS 和吞吐量，因此

未来可以进一步地探索其他的性能影响因素和性

能评价指标。
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