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非负子空间聚类指导下的非负矩阵分解
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摘  要  非负矩阵分解作为一种有效的数据表示方法被广泛应用于模式识别和机器学习领域。为了

得到原始数据紧致有效的低维数据表示，无监督非负矩阵分解方法在特征降维的过程中通常需要同

时发掘数据内部隐含的几何结构信息。通过合理建模数据样本间的相似性关系而构建的相似度图，

通常被用来捕获数据样本的空间分布结构信息。子空间聚类可以有效发掘数据内部的子空间结构信

息，其获得的自表达系数矩阵可用于构建相似度图。该文提出了一种非负子空间聚类算法来发掘数

据的子空间结构信息，同时利用该信息指导非负矩阵分解，从而得到原始数据有效的非负低维表

示。同时，该文还提出了一种有效的迭代求解方法来求解非负子空间聚类问题。在两个图像数据集

上的聚类实验结果表明，利用数据的子空间结构信息可以有效改善非负矩阵分解的性能。
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Abstract  As an effective data representation method, non-negative matrix factorization has been widely 
used in pattern recognition and machine learning. To obtain a compact and effective data representation in 
data dimension reduction, unsupervised non-negative matrix factorization usually needs to discover the latent 
geometry structure information of the data. A similarity graph constructed by reasonably modeling similarity 
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1  引  言 

  随着计算机技术和传感器技术的飞速发展，

人们获取的原始数据量也在快速增长。面对数据

量快速增长带来的挑战，如何设计数据降维算法

从而得到有效的低维数据表示成为多元数据分析

中亟待解决的问题。一般而言，数据降维算法需

要满足两个基本特性[1]：首先，原始数据的维数

需要被约减；其次，根据应用背景，原始数据内

部的主要成分、隐含概念或潜在的变量需要被同

时发掘出来。

  在各个数据处理领域，原始数据的组织形式

通常是矩阵(或张量)的形式。因此，从代数的

角度可以将数据降维问题看作是一种矩阵分解

的问题，即将一个大矩阵分解为两个小规模矩

阵的乘积形式，从而减小了数据的存储复杂度

以及后续数据处理的计算复杂度。如今，矩阵

分解已经是一类应用非常广泛的数据表示学习

技术，包括奇异值分解[2]、主成分分析(Principal 
Component Analysis，PCA)[3]、向量量化[4]、

线性判别分析[5]、非负矩阵分解(Non-negative 
Matrix Factorization，NMF)[6]等。其中，非负矩

阵分解由于对因子矩阵施加了非负约束，从而

可学习到原始数据基于部分的表示。Logothetis 

和 Sheinberg[7]研究表明，基于部分的数据表示

与大脑的感知机制是一致的。正是由于这种特

性，使得非负矩阵分解在各个领域被广泛研究

和应用，包括模式识别[8-10]、机器学习[11-13]、数

据挖掘[14-17]、金融与经济学[18]、生物信息学[19]

等领域。在生物信息学方面则更具体地包括基

因表达分类[20]、细胞分析、脑电图信号处理[21]

和病理诊断等。

  对于无监督非负矩阵分解方法，在实现数据

特征维数约减的同时，有效挖掘数据内部的潜在

数据分布结构信息通常可有效改善得到的低维

数据表示。受到流行学习的启发，Cai 等[22]提出

了图正则非负矩阵分解(Graph Regularized Non-
negative Matrix Factorization，GNMF)，该方法

构建一个基于数据样本点间距离的 K 近邻图来编

码数据的分布结构信息，通过约束低维数据样本

间保持原高维空间中样本间的领域关系，从而使

得到的低维数据表示具有更好的表征能力。虽然

GNMF 在一定程度上可以改善 NMF 的性能，但

其图正则约束所依赖的 K 近邻图通常基于热核度

量，这种度量对所包含的带宽参数比较敏感[23]。

另外，基于欧式距离的近邻选择方式对数据可能

包含的误差干扰并不是很鲁棒。而基于自表达模

型的子空间聚类算法[24]可发掘数据的潜在子空

relationships between data samples is typically used to capture spatial distribution structure information for 
data samples. Subspace learning can effectively explore the subspace structure information inside the data, and 
the obtained self-expressive coefficient matrix can be used to construct a similarity graph. In this paper, a non-
negative subspace clustering algorithm is proposed to explore the subspace structure information of data which 
is used to guide the non-negative matrix factorization, so as to obtain the effective non-negative low-dimensional 
representation of the original data. At the same time, an effective iterative strategy is developed to solve the 
problem of non-negative subspace clustering. The results of clustering experiments on two image datasets 
demonstrate that utilizing the subspace structure information of data can effectively improve the performance of 
non-negative matrix factorization. 

Keywords non-negative subspace clustering; non-negative matrix factorization; structural information; 
image clustering



崔国盛，等：非负子空间聚类指导下的非负矩阵分解5 期 5

间结构，其中每个数据样本点都可用整个数据集

作为字典来线性表示，对应的表达系数包含了数

据样本间的相似性信息，也编码了数据内部的

子空间结构信息。为了有效利用子空间结构信

息来改善非负矩阵分解算法的性能，本文提出

非负子空间聚类算法来有效发掘数据内部的子

空间结构信息，并通过在非负矩阵分解框架中

引入包含子空间结构信息的图正则项来增强得

到的低维数据特征的表征能力。此外，在构建

图的过程中，采用阈值处理操作使算法对数据

中可能存在的误差和噪声更鲁棒。最后，在两

个图像数据集上进行聚类实验证实了本算法的

有效性。

2 非负子空间聚类指导的非负矩阵分解

  本文提出非负子空间聚类算法，并利用该算

法得到的子空间表达系数构建相似度矩阵，从而

得到对应的相似度图。将该拉普拉斯图正则项纳

入非负矩阵分解框架，从而使非负矩阵分解可以

得到更有效的非负低维数据表征。

2.1 非负子空间聚类

  给 定 一 组 经 过 充 分 采 样 的 数 据 集 
。其中，m 

表示特征维度；n 为数据样本个数。假设数据是

从 k 个子空间的集合  中采样得到的，则 Xi  

表示从子空间 Si 中采样得到的 ni 个数据样本，且

有 。子空间聚类目标即根据数据所属

的潜在子空间对数据进行分割。在基于自表达的

子空间聚类模型中，假设每个数据样本点 xi 都可

用原数据集中的所有样本  线性表示，

即：

                    (1)
其中，xi 是 X 中第 i 列；  是 xi 关于自表达字

典 X 的重构系数向量。约束  是为了避免

得到无效解。公式(1)可以进一步写成如下矩

阵的形式。

              (2)
其中，Z 是数据集中每个样本 以数

据集本身 X 为字典对自身进行重构的重构系数

矩阵。重构系数可以描述样本间的相似性，一

般可用自表达系数矩阵 Z 构建相似度矩阵，即 

。自表达矩阵中的元素表示样

本之间的相关性，因此，自表达系数矩阵应该具

有非负性。基于此，本文提出的非负子空间聚类

模型目标函数如下：

                (3)

其中，  是 Frobenius 范数；  是关于自表

达矩阵的正则项，是为了避免在求解过程中产生

无效解；  为平衡自表达项和正则项的参数。以

上最小化的问题可以通过迭代的方式进行求解。

假设  是条件  的拉格朗日乘

子，则上述问题的拉格朗日函数可以写为：

          (4)

则  关于 Z 的导数为：

        
             

(5)

根据 KKT 条件[25]，有 ，则有：

           (6)
最终可得如下迭代更新规则：

                        
               

(7)

其中，  表示对应元素相乘；式中的除也是对应

元素相除的操作。得到自表达矩阵 Z 后，可根据 
 计算相似度矩阵。另外，为了减小不

同子空间内样本的干扰，在构建相似度矩阵的过

程中，对自表达矩阵 Z 进行了阈值处理操作[26]，

即只保留 Z 每一列中最大的 k 元素。非负子空间

聚类算法的流程如表 1 所示。
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2.2 自表达图正则非负矩阵分解

  原始非负矩阵分解目标式如下：

                   (8)
其中，  为基矩阵；  为编

码矩阵。公式(8)仅对因子矩阵有非负约束，没

有探索利用数据内部潜在的分布结构信息。

  为了使非负矩阵分解得到的数据低维表示可

以有效利用子空间结构信息，约束低维表示空间

中的样本分布保持原始高维空间中数据的子空间

结构关系。具体地，对低维表示空间中的样本进

行如下形式的约束：

     
       (9)

其中， ；  或  ；W i j

表示 xj 与 xi 的某种相似性度量；vi 和 vj 分别为编

码矩阵 V 的第 i 和第 j 列，即原数据空间中样本 
xi 和 xj 的低维表示。如果 xj 和 xi 在原空间的分布

是接近的，那么样本 xj 和 xi 的相似度会比较大，

权重系数 Wij 的值(Wij 值与 xj 和 xi 的相似度成正

比)也会比较大，通过最小化  可使对

应的低维表示 vj 和 vi 在投影空间的分布也是接近

的。当 xj 和 xi 在原空间的分布差异较大时，样本 
xj 和 xi 的相似度会比较小，Wij 也会比较小。因

此，目标式对最小化  的作用力度会比

较小。最终，通过最小化目标公式(9)可使低维

表示在局部区域保持原始空间的近邻关系。为了

使低维空间中的样本保持原始空间的子空间结构

信息，公式(9)中的权重系数 Wij 采用 xi 和 xj 之
间的重构系数，即 。将上述正则项纳入非

负矩阵分解框架，可得如下自表达图正则非负矩

阵分解目标式：

                 (10)

  以上目标式包含两个变量 U 和 V 是非凸

的，但是对于单独变量 U 或 V 则是凸的，因此

可通过固定其中一个变量来更新另一个变量的方

式迭代求解。参考 Cai 等[22]研究可以得到如下更

新规则：

                           
                  

 (11)

                      
                   

(12)

3 实  验

  实验部分将本文所提的算法与 K-means、
PCA、NMF 和 GNMF 算法在两个图像数据集上

进行了聚类比较实验。对于 PCA、NMF、GNMF 
和本文提出的算法，首先分别对原始数据进行降

维；然后，在降维后的特征上用 K-means 算法

进行聚类，并与 K-means 算法在原始特征(Raw 
Feature)上的聚类结果进行比较。

3.1 数据集

  本文提出的算法在 UMIST 和 ORL 两个人脸

图像数据集上进行聚类测试。其中，UMIST 数
据集包含 20 个人的 575 张人脸图像，视角都是

从侧面到正面逐渐变化，图像大小为 28 像素×

23 像素；ORL 数据集包含 40 个人的 400 张脸

部图像，每个人有 10 张图像(大小为 32 像素×

表 1 非负子空间聚类

Table 1 Non-negative subspace clustering
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32 像素)。这些图像在光照、表情以及是否戴眼

镜等方面具有差异性。图 1 展示了 UMIST 数据

集和 ORL 数据集中的人脸样例图像。
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图 1 人脸样例图像

Fig. 1 Sample images

3.2 评价指标

  本文对所提取的图像特征进行聚类实验，

并采用两种评价指标评价度量聚类性能，

包括精度(A c c u r a c y，A C)和归一化互信息

(Normalized Mutual Information，NMI)。聚类

精度的定义如下： 

                      
                   

(13)

其中，gndi 是数据集中第 i 个样本的标签；vi 是第 
i 个样本的低维表示； 是最优映射函数[27]，

可以将聚类得到的标签映射为与数据集标签等价

的标签；n 为数据集样本总数。 是冲激函

数，当  时，值为 1；反之，则为 0。AC 数
值越高表明聚类效果越好。

  归一化互信息定义如下：

                 
                         

(14)

其中， 表示聚类 C 和  间的互信息；

和 分别是聚类 C 和  的熵。 和  
被用于对  进行归一化处理，因

此，NMI  取值范围为  0～1。如果  C  和   相
同，则  ；如果  C  和   独立，则  

。N M I  数值越大表明聚类效果

越好。

3.3 参数分析

  本节在两个数据集上对算法中包含的参数  
和 k 进行调试，并为算法选取合适的参数。分别

从 UMIST 数据集和 ORL 数据集抽取 9、12、15 
类和 15、20、25 类样本进行聚类实验，图 2 和
图 3 分别展示了算法在两个数据集不同类别个数

的样本上聚类精度随参数  和 k 的变化情况。其

中，  的变化范围为  10－4～104；k 的变化范围为 
1～10。
  从图 2 可以看出，对于 UMIST 9 类数据

集，当参数 k 大于 5、而参数  小于 104 时，算

法性能比较稳定；对于 UMIST 12 类数据集，当

图 2 聚类精度在 9、12、15 类 UMIST 数据集上随着参数 λ 和 k 的变化

Fig. 2 Clustering accuracy varies with parameters λ and k on UMIST datasets of 9, 12 and 15 classes

图 3 实验中刺激电极位置

Fig. 3 Positions of electrodes for stimulation
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参数 k 在 6～10 内、而参数  小于 100 时，算法

表现比较稳定；在 UMIST 15 类数据集，当参数 
k 在 4～10 内变化、参数  小于 100 时，算法表

现较为平稳。在 9 类、12 类和 15 类 UMIST 数
据集上算法取得最好结果的参数(k, )分别为 (8, 
10－1)、(7, 10－4)、(5, 10－1)。

  由图 3 可见，对于 ORL 15 类数据集，当参

数 k 取值范围为 6～8、  变化范围为 10－4～10－1 
时，算法表现较好；在 ORL 20 类数据集上，当

参数 k 在 5～7 内取值、  在 10－4～100 时，算法

得到的精度比较高；对于 ORL 25 类数据集，当

参数 k 在 4～8 内取值、  在 10－4～10－1 时，算

法精度较高。在 15 类、20 类和 25 类 ORL 数
据集上算法取得最好结果的参数(k ,  )分别为

(7, 10－4)和 (7, 10－3)、(6, 10－4) 、(6, 10－4)。

  从图 2 和图 3 可以看出，随着数据集包含的

数据类别个数的增加，在一定范围内随着参数 k 
的取值变小，算法表现逐渐变好。这是因为随

着数据类别增多，类间干扰变强，需要减小 k 值
来抑制类间干扰；另一方面，k 值不能设置得过

小，如果 k 选择过小，那么会导致算法不能很好

地捕捉数据的子空间结构信息，即数据邻域结构

没有被有效地捕捉。然而，对于比较大范围的 k 
取值，算法性能表现相对稳定。相对来说，算法

对参数  的敏感性没有对参数 k 强。从 UMIST 
数据集可以看出，对于变化范围很大的  取值，

算法表现都比较平稳。但总体而言，特别是从 
ORL 数据集上可以看出，  取值小于 100 时，算

法表现比较好。

3.4 比较实验

  本节将本文算法与 K-means、PCA、NMF 和 
GNMF 算法进行了比较。具体地，在几种特征

学习算法学习到的低维特征上进行了图像聚类实

验，同时对比了在未经降维的原始特征上的聚类

效果。对于 GNMF 算法包含的正则参数和近邻

个数分别采用 Cai 等[22]研究中的默认设定，分别

为 100 和 5。本文算法的参数  和 k 参考 3.3 节
的参数分析，分别设置为 10－4、5。表 2 和表 3 
分别是本文算法与其他算法在 UMIST 数据集和 
ORL 数据集上的比较实验结果。

  从表 2 和 3 可以看出，本文提出的算法性能

要优于其他比较算法。其中，GNMF 也试图发掘

并利用数据内部的潜在结构信息，一定程度上改

图 3 聚类精度在 15、20、25 类 ORL 数据集上随着参数 λ  和 k 的变化

Fig. 3 Clustering accuracy varies with parameters λ and k on ORL datasets of 15, 20 and 25 classes
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表 2 不同算法在 UMIST 数据集上的聚类结果

Table 2 Clustering performance of different methods on 

UMIST dataset
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善了 NMF 算法的性能。但本文算法在两个数据

集上的表现都优于 GNMF。在这两个数据集上可

以看出，本文算法可以更好地发掘并利用数据内

部的隐含结构信息，从而得到更好的数据低维表

示。GNMF 根据样本间的欧式距离来构建相似度

图，然而，在高维图像像素张成的空间中数据样

本过于稀疏，利用欧式距离并不能很好地描述样

本之间的相似性。本文提出的算法从子空间聚类

的角度度量样本之间的相似性，处于相同子空间

的样本之间可以更好地互相表征，同时利用样本

之间的重构系数作为样本间相似性的度量，可以

更好地表征样本之间的相似性。与此同时，算法

采用的阈值处理操作有效地抑制了不同子空间样

本之间的干扰。

  图 4 和图 5 分别是本文提出的算法与 GNMF 
算法的聚类结果比较——分别从 UMIST、ORL 
数据集抽取两个聚类进行聚类结果的图例对比展

示。图 4 和图 5 中红色方框表示被错误聚类的图

像。由此可以看出，在这两个数据集的 4 个聚类

中，本文算法正确聚类的图像个数要比 GNMF 
多，而被错误聚类的图像个数要比 GNMF 少。

这表明本文算法的聚类效果优于 GNMF 算法。

  图 6 和图 7 分别为实验中对比的几种算法所

提取的特征(包括原始数据特征)用 t-SNE 算法可

视化的对比图。从特征可视化的效果来看，本文

提出的算法可以令相似的聚类尽量聚合，相异的

聚类尽量分离。由于本文提出的算法和 GNMF 
算法都利用了数据的潜在分布结构信息，因此，

相比于其他方法提取的特征更具有判别性。

4 总  结

  本文提出一种非负子空间聚类指导的非负矩

图 4 本文算法和 GNMF 算法在 UMIST 数据集上的聚类结果图例对比(两个聚类)

Fig. 4 Comparison of the clustering results of our method and GNMF on the UMIST dataset (on two clusters)

图 5 本文算法和 GNMF 算法在 ORL 数据集上的聚类结果图例对比(两个聚类)

Fig. 5 Comparison of the clustering results of our method and GNMF on the ORL dataset (on two clusters)

－4－3
－2
－1 0 1

1

80

70

60

50

40

30

20

10

0

80

70

60

50

40

30

20

10

0

60

50

40

30

20

10

0

70

60

50

40

30

20

10

0

70

60

50

40

30

20

10

0

100

50

0

logλ

A
C

(%
)

2
23 34

4 5 6 7 8 9 10

(a) UMIST 9 类

k

－4－3
－2
－1 0 1

1

(a)

(b)

(a)

(b)

100

50

0

logλ

A
C

(%
)

2
23 34

4 5 6 7 8 9 10

k

－4－3
－2
－1 0 1

1

80

60

40

20

0

logλ

A
C

(%
)

2
23 34

4 5 6 7 8 9 10

(b) UMIST 12 类

k

－4－3
－2
－1 0 1

1

80

60

40

20

0

logλ

A
C

(%
)

2
23 34

4 5 6 7 8 9 10

k

－4－3
－2
－1 0 1

1

80

60

40

20

0

logλ

A
C

(%
)

2
23 34

4 5 6 7 8 9 10

k

60

50

40

30

20

10

0

－4－3
－2
－1 0 1

1

80

60

40

20

0

logλ

A
C

(%
)

2
23 34

4 5 6 7 8 9 10

(c) UMIST 15 类

(c) ORL 25 类(b) ORL 20 类(a) ORL 15 类

k

表 3 不同算法在 ORL 数据集上的聚类结果

Table 3 Clustering performance of different methods on 

ORL dataset 
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(e) 原始数据特征(d) PCA
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图 6 本文算法、GNMF、NMF 和 PCA 算法提取的特征与原始数据特征用 t-SNE 算法可视化的结果(UMIST 数据集)

Fig. 6 The features extracted by our method and GNMF, NMF and PCA algorithms as well as original data feature are 

visualized by t-SNE algorithm (on UMIST dataset)

图 7 本文算法、GNMF、NMF 和 PCA 算法提取的特征与原始数据特征用 t-SNE 算法可视化的结果(ORL 数据集)

Fig. 7 The features extracted by our method and GNMF, NMF and PCA algorithms as well as original data feature are 

visualized by t-SNE algorithm (on ORL dataset)
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阵分解算法。该算法发掘并利用了数据内部的潜

在子空间结构信息，从而使得非负矩阵分解得到

更有效的低维数据表示。另外，还提出了基于自

表达的非负子空间聚类模型，并给出了有效的迭

代求解算法。在构建基于自表达矩阵的拉普拉斯

图的过程中，采用阈值处理操作有效抑制了噪声

和误差的干扰，从而使算法更加鲁棒。最后，在 
UMIST 和 ORL 两个图像数据集上的聚类实验验

证了该算法的有效性。
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