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摘  要  现代处理器一般只内置了 4～8 个性能计数器，但可以监测多达上千个时钟周期级别的性能

事件。这些事件可以轻易地产生大量数据，称为处理器性能大数据。然而，如何从这些性能大数据中

提取有价值的信息面临着许多挑战。该文提出一种处理器性能数据分析方法，通过迭代使用梯度提升

回归树算法构建性能模型，为云计算负载的性能事件进行重要性排序，从而指导云计算平台的性能调

优。
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Mining CPU Performance Data Based on Gradient Boosting Regression Tree
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Abstract Modern processors typically have only 4-8 performance counters which can be programmed to 
measure up to thousands of cycle-level performance events. These events can easily generate large amount of 
data, which is called central processing unit (CPU) big performance data. However, how to extract value from 
the big performance data faces many challenges. This paper presents a performance data analysis approach, 
which builds a performance model by iteratively using the gradient boosting regression tree algorithm 
and quantifies the importance of the performance events of workloads in cloud to guide their performance 
optimization. 
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1 引  言 

  随着云计算的发展，数据中心作为计算和存

储的核心在运维管理方面遇到了诸多问题和挑

战。为了分析、优化程序以及有效地管理系统资

源，程序员和系统运维人员都需要精确获取系统

运行时的底层信息。性能计数器是用于硬件事件

计数的一类寄存器，它们可以在时钟周期级别、

低代价地监测并记录系统运行中产生的各类硬

件事件。这些性能事件随着时间推移可以轻易

地产生大量数据。 在云计算的环境下，数以千

计的服务器和数以亿计的负载应用使硬件事件

数据量更大，如谷歌的云平台每天产生几个 GB 
甚至几个 TB 的中央处理器(Central Processing 
Unit，CPU)性能数据，我们称之为处理器性能大

数据。这些性能事件实际上隐含着影响云计算负

载性能的关键因素。因此，性能计数器和硬件性

能事件被广泛地应用在任务调度[1,2]、负载特征

刻画[3-10]、编译器优化[11-13]和体系结构优化[14-17]

等方面。与此同时，一系列基于性能计数器的软

件工具也应运而生，如 perf_event[18]、PAPI[19]、

VTune 和 Oprofile[20]等。

  在云计算时代，性能计数器变得更加重要。许

多云服务提供商都渴望通过性能计数器来理解云服

务的性能瓶颈。这是因为即使少量的性能提升(如 
1%)也能带来巨大的经济效益(如数百万美元)[3]。

  然而，在云计算时代使用 CPU 性能计数器

产生的数据面临着一个新的挑战——海量的、无

规律的 CPU 性能数据难以理解。谷歌的工程师

曾报告[3]他们每天通过 GWP 工具从谷歌的数据

中心收集几个 GB 的 CPU 性能数据。如果将一

个硬件事件视为一个维度，这些数据将是非常

高维的数据。例如，因特尔的 Haswell 架构规定

了 229 个性能事件，则这款处理器的性能数据有 
229 维[21]；因特尔的 IvyTown 架构规定了 1 423 个
性能事件，则 IvyTown 的性能数据有 1 423 维[22]。

如果同等对待每个事件产生的数据，则需要付出

巨大的努力来处理、分析和利用 CPU 性能大数

据。为了方便对性能数据进行分析，需要通过

以下 3 个方面：(1)量化性能事件对性能的重要

性；(2)发现事件与性能的联系；(3)理解事件之

间的相互作用。然而，这 3 个方面还未曾在计算

机系统结构和云计算系统中进行研究。

  因此，本文提出一种云平台上的 CPU 性能

大数据挖掘方法，借助性能计数器性能监测工

具，对大量硬件事件进行性能重要性排序，寻找

事件模式，从而有效地度量和理解云平台上的性

能大数据。本文的主要贡献如下：

  (1)单计数器单事件(One Counter  One 
Event，OCOE)方式下性能监测数据的拼接与整

合。由于性能监测数据无法一次性测量，因此数

据片段首先需要进行融合。而多组测量数据之间

可能出现事件集重叠的现象，造成了数据不对齐

的问题。本文通过设计并实现了 CPU 性能数据

融合的方法。

  (2)性能事件对性能的重要性量化。用来采

集硬件事件信息的性能计数器数量是有限的，而

且用户往往并不需要利用所有的硬件事件，即只

需要少数重要的硬件事件便可以分析负载特征并

进行性能优化。本文首先提出基于机器学习的硬

件事件重要性量化方法，然后再用迭代排序不断

约简事件空间，最后提炼出一组重要的事件。

  本文采用 8 个 Apache Spark 程序进行实验，

所建模型在测试集上的精度达到了 95%。另外，

我们还用此方法精确刻画了不同的 Spark 程序之

间的个性与共性特征。

2 研究背景

  现代处理器一般集成了  4～8 个性能计数

器[21,23]。其中，性能计数器是一类用在时钟周期

级别测量处理器性能事件的特殊寄存器。性能事
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件是指可由性能计数器测量的、处理器内的硬件

事件，如时钟周期数、执行的指令数以及各级高

速缓存的命中次数等[24]。此类硬件事件种类丰

富、功能齐全，不仅可以进行实时监测，还可以

精确到时钟周期级别。有的事件还被细分成更细

粒度的子事件，如高速缓存缺失事件可以被分为

数据读取阶段的缺失、数据写入阶段的缺失、取

指令阶段的缺失及指令预取阶段的缺失等[25]。

系统所支持的事件因处理器而异，不同的供应商

会提供不同的硬件事件集；甚至同一处理供应商

为不同架构的处理器提供不同数量的硬件事件。

一般来说，处理器能支持数百个硬件事件。例

如，因特尔为 Haswell 架构的处理器提供了 229 
个硬件事件[21]，而为 IvyTown 架构的处理器提

供了 1 423 个硬件事件[22]。

  通过实时监测硬件事件，可以分析程序运行

时的行为，从而获得负载的性能、功耗和能效等

特征。而这些特征可以作为资源调整、任务调度

策略的依据，最终达到优化能效的目的。

  然而，性能计数器在使用过程中面临着一个

重大挑战：可用的计数器数目相对保持固定，但

需要监测的性能事件的数目却愈发增多，远远大

于可用的计数器数目。

  少量的性能计数器和大量的待监测性能事

件使监测效率和监测结果准确度之间出现了矛

盾。为了提高效率，很多研究采用多路复用

(Multiplexing，MLPX)的监测方式[26-28]。采用 
MLPX 方式时，只需要完整地运行负载程序一

次，期间每个性能计数器通过轮询的方式监测多

个硬件事件。最后，每个硬件事件根据被记录到

的片段推算出在负载整个运行期间的表现。由于

每个硬件事件只在负载程序运行过程中的一部分

时间内被监测到，导致其性能表现在最终的结果

数据中并未被完全体现出来，许多关键信息也许

会在轮询间隙丢失。因此，这种方式虽然效率高

但精确度低。

  图 1 展示了 MLPX 方式监测事件带来的误

差(如蓝线所示)。虽然误差并非严格地随事件数

目的增加而递增，但从红线可以看出，整体上误

差随着事件数目的增多而增加。一个性能计数器

同时监测的事件由 10 个增加到 36 个时，误差上

升了 46%。如果一个性能计数器同时承担着过多

硬件事件数据采集的任务，那么将会导致采集到

的数据不精确。实际上，采集全量的硬件事件并

非是必须的，许多事件在程序运行的全生命周期

中并未发生，时间序列上表现为全部 0 值。
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图 1 多路复用方式监测事件带来的误差

Fig. 1 The error variation with the number of events by 

multiplexing method

  为了确保数据精确可靠，本文采用另一种监

测方式——OCOE 方式进行 CPU 性能数据的监

测。OCOE 方式规定每次测量时，一个性能计数

器只承担一个硬件事件的监测任务，从负载程序

开始运行到结束。测量更多事件时，需要重新运

行负载，同时修改每个性能计数器对应的硬件事

件。因此，OCOE 方式监测性能耗时较长，但结

果精确度较高，能完整地保留每个事件的时间序

列变化情况。

3 CPU 性能监测数据方法

3.1 数据融合和预处理

  云环境下存在多个角色不同的服务器节点，

如主节点和从节点，它们承担着不同的任务。本

研究使用基准测试程序来运行分布式大数据分析

负载，同时使用性能计数器来收集每个节点上不

同硬件事件在工作负载运行期间的 CPU 性能数
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据。最后将这些原始 CPU 性能数据整合到统一

的数据集中，以便进行下一步的数据处理。

  数据收集从工作负载开始运行开始，以 1 s 
的采样频率记录数据，直到负载运行结束。本实

验共记录 229 个硬件事件(由于本研究采用的处

理器是 Haswell 架构)和每时钟周期机器指令数

(Instruction Per Cycle，IPC)。其中，每个硬件事

件可视作一维特征(共 229 维)，而 IPC 则作为响

应变量，在后续步骤中建立机器学习模型。

  许多研究将负载运行一次作为一条实验样

本，把程序运行时间作为响应变量[25,29]。本文把

程序一次完整的运行视为一个时间序列，而不是

简单地将运行过程中各种硬件事件作粗粒度的统

计，这样可以最大限度地保留硬件事件的变化

细节。另外，硬件事件在采样过程中时间粒度细

(采样频率为 1 s)，在后续的模型训练中有助于

提高精确度。

  定义硬件事件空间 U。用户、运维者或程序

开发人员运行 m 次实验，每次工作负载从开始运

行到结束的时间段为 t s。则硬件事件信息的时间

序列长度为 t(每秒记录一次)。在每次实验中，

用户根据自己的经验，选择一部分他们希望监测

的事件 。同时，本文定义 Ei 包含的硬

件事件数量为：

           (1)
那么，一共可以监测到事件子空间为：

               (2)
这也是后续模型训练的特征空间。

  事实上，每次实验中，负载程序的运行时

长并不确定，但在某个值上、下波动。图 2 为 
K-means 和 Wordcount 这两个负载在相同实验环

境下多次运行的执行时间变化。其中，K-means 
的平均运行时长为 180.08 s，方差为 210.68 s；
Wordcount 的平均运行时长为 99.92 s，方差为 
769.94 s。这也解释了每次实验中 IPC 序列的变

化并不完全一致，趋势一致但值不一致的原因。

同时又考虑到每次用户选择监测的事件可能有重

叠。这些现象造成了数据不对齐的问题。所以，

m 次实验所得的全部数据需要进行整合与拼接。
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图 2 负载应用 K-means 与 Wordcount 的运行时间波动情况

Fig. 2 Execution time fluctuation on K-means and 

Wordcount

  图 3 展示了如何将每轮运行负载所产生的 
CPU 性能数据整合在一起。其中，图 3(a)是 3 
次独立实验产生的数据，垂直方向表示时间序

列的长度，水平方向表示事件集的维度(多少个

监测事件)。它们展示了一种典型的事件重叠的

情况。其中，黄色竖条代表事件 e1 产生的时间

序列，它分别在第 i 次和第 k 次实验中被监测，

即   且 ；橙色竖条代表事件 e2 产生的

时间序列，它分别在第 j 次和第 k 次实验中被监

测，即  且 。

  随后，将每次实验产生的数据(除 IPC 外)按

对角线方向依次拼接在一起。而 IPC 序列头尾拼

接，作为最终数据集的响应变量，如图 3(b)所
示。接着，重复出现的事件(如 e1 和 e2)序列依

次平移至同一列上。最后，将其他位置填 0，如

图 3(c)所示。经过 m 次实验，数据合并成一个 

p×q 的矩阵 S，其中， ； 。如

此形成的矩阵是一个分块的、稀疏的大矩阵。其

中，矩阵中每一列代表一个性能事件，每一行代表

一次采样，每一个分块代表负载完整运行一次。

  接下来，本文继续对矩阵 S 中的数据做预

处理。不同硬件事件的取值范围不同，且差异很

大。例如，MEM_UOPS_RETIRED.STLB_MISS_
LOADS 的范围是 0～4；而 UOPS_EXECUTED_



吕依蓉，等：基于梯度提升回归树的处理器性能数据挖掘研究5 期 51

PORT.PORT_1 的范围是 96～305。如果一个事件

的取值方差远大于另一个事件，前者会对最后生

成的估计模型占主导作用，这个模型将很难从后

者中准确地评估到期待的价值。所以本文采用公

式(3)的方法对其做归一化处理，使取值范围全

部落在[0,1]内。 
                           
       

(3)

其中，  为归一化后的值；X 为源数据；Xmax 为
源数据序列中的最大值；Xmin 为源数据序列中

的最小值。这个方法实现了对源数据的等比例

缩放。

3.2 基于迭代梯度提升树模型的特征选择方法

  在机器学习领域，“特征工程”的思想为我

们约简硬件事件空间的工作带来了灵感。对高维

硬件事件进行数据过滤，使得可在低维空间内对

其进行分析。本方法自动选择出一个对 IPC 影响

最大的事件子集，并对其进行排序。相比特征工

程问题来说，本工作就是将每个硬件事件视为一

个特征，将 IPC 视为目标，构建机器学习模型拟

合目标，并对每个特征进行重要性量化，最后对

其进行排序。

  本文选用梯度提升回归树算法[30]作为事件选

择的基本模型，在模型的构造过程中逐渐计算出

每个事件的重要性。同时经过硬件事件选择，每

次减少 10 个最不重要的事件，多次迭代建模，

直到模型误差最小。此时的事件重要性排序最

准确。

  分析硬件事件的重要性，量化研究对性能影

响较大的硬件事件(单个或多个)，从而帮助理解

复杂情况下的程序性能行为。为了量化硬件事件

的重要性，本文构造了一个以 IPC 为目标的机器

学习模型。该模型的输入为硬件事件在负载运行

期间的时间序列值，模型输出为 IPC 的时间序

列，可用公式(4)表示。

          (4)
其中，IPC 为负载程序运行期间以 1 s 为采样频

率采集到的每时钟周期机器指令数；ei 为第 i 个
硬件事件；n 为硬件事件的数目。对于现代处理

器来说，硬件事件的数量成百上千，故带有如此

大量的参数来构建精确的性能模型极具挑战，而

简单的统计模型尚不能满足以上要求。为了解决

这个问题，机器学习算法成为有可能解决高维参

数建模问题的方法。但选择哪一种机器学习算法

(c) 重叠事件对齐

图 3 数据融合

Fig. 3 Data integration
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(a) 第 i 次、第 j 次和第 k 次实验监测数据

(b) 数据按对角线拼接，同时提取 IPC 作为响应变量
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是一个值得研究的问题。本文使用梯度提升回归

树模型，因为它在许多计算机体系结构方向的建

模任务中表现均较好[31,32]。

  梯度提升回归树是一个典型的针对任意可微

的损失函数的提升模型，把弱的模型组合成一个

强的模型，可用于回归和分类问题。提升树模型

可以表示为以决策树为基函数的加法模型，是决

策树的线性组合，称为集成模型。梯度提升回

归树支持多种不同的回归损失函数，本文默认

回归损失函数为最小二乘损失函数，由公式(5)
表示。

                  (5)

其中，y 为真实值；  为模型预测值。

  梯度提升回归树算法由 Friedman[30]提出并

实现，同时提出了如何估计预测变量的相对影

响。对于这个集成模型中一个单独的回归树 T，
本文可以使用  作为每个参数 ej 对目标变量

(IPC)的影响程度的度量。  解释为 ej 被选中

作为决策树的节点进行分裂的次数，然后根据对

分裂结果的影响程度的平方来加权[31]，具体计算

见公式(6)。
                        
       

(6)

其中，nt 为 ej 被选中作为树的节点进行分裂的次

数；p2(k)为第 k 次分裂后对树模型的性能提升的

平方。一般地，p(k)被定义为 IPC 的相对误差，

即 。那么对于全部的回归

树来说，ej 的重要性可以用公式(7)表示。

                           
       

(7)

其中，R 为组合模型中树的个数；  为第 m 
棵树中 ej 对 IPC 的影响程度。

  为了让最后的结果更好理解，本文将每个变

量对目标的贡献值进行归一化处理，即保证这些

值的总和为 100%。其中，数值越高表示该变量

对目标的响应更强，也意味着这个硬件事件对性

能的影响更为重要。在获得每个硬件事件对性能

的重要性之后，首先对它们进行降序排序，然后

将排在最末(最不重要)的 10 个事件剔除，最后

用剩余的事件重新训练模型，具体操作流程如图 
4 所示。如此迭代，直到硬件事件的数量减少到

使模型精确度最高。本文将这个最终的模型称为

最精确性能模型。这么做的原因是硬件事件的信

息存在冗余，有些硬件事件对模型的构建会产生

负面的影响。
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图 4 迭代的梯度提升回归树模型

Fig. 4 Iterative gradient boosting regression treemodel

4 实验结果与分析

4.1 实验环境

  本文的实验环境为  4  台戴尔服务器，其

中  1  台作为主节点，其余为从节点。每台服

务器配备有  16  核  In te l(R)  Xeon(R)  CPU 
E5-2630 v3 @2.4GHz 处理器，处理器微体系结

构为 Haswell-E，内存大小为 64 GB，32K L1d 
cache，32K L1i cache，256K L2 cache，20480K 
L3 cache，硬盘容量 2 TB。服务器的操作系统为 
Ubuntu 14.04.5 LTS (GNU/Linux 3.16.0-77-generic 
x86_64)，集群管理系统为 Mesos 1.0，应用计算

框架为 Spark 2.2。
  本文的基准测试工具选用 HiBench[33]，并从

中挑选了 8 个典型的负载作为实验程序，包括

图分析(Pagerank)、分布式数据库应用(Scan、
Join 和 Aggregation)、机器学习应用(Bayes 和 
K-means)及微基准程序(Sort 和 Wordcount)。
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  系统开发语言使用  Python 2 .7。其中，

Python 作为一种易读、易维护的高级编程语言已

被大量用户广泛使用。同时 Python 具有丰富和

强大的库，本文使用 scikit-learn 0.19.0 机器学习

库[34]来实现文中用到的梯度提升回归树算法。

4.2 模型精度评估

  在最精确性能模型中，本文随机选择 80% 
的样本作为训练集，剩余的作为测试集。图 5 为 
8 个基准测试程序在迭代训练过程中模型测试集

上的误差变化情况。模型误差的定义如公式(8)
所示。

             
       

(8)

其中，IPCmeans 为实际度量值；IPCpred 为模型预

测值。

  当 229 个事件全部参与训练时，模型在 8 个
基准测试程序下的平均误差为 14%。而当事件数

目减少到 150 个时，平均误差下降到了 6.3%。

这说明全量的硬件事件确实存在冗余。

4.3 性能事件重要性

  图 6 为 8 个基准测试程序的硬件事件重要

性排序，以及将这 8 个程序产生的硬件事件时

间序列数据合并之后，为整体建模得到的硬件

事件重要性排序(Mix)。其中，y 轴表示事件重

要性(%)；x 轴为各个事件名称的缩写。事件名

称的全称和事件含义说明见表 1。由于篇幅有

图 5 性能事件约简过程中模型误差的变化

Fig. 5 Model error varies with the number of events
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图 6 8 个负载程序单独建模及其混合建模后的性能事件重要性排名(前 5)

Fig. 6 The importance rank of events for 8 workload models and a hybrid model 
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限，图中只展示了每个负载排名前 5 的事件。

  下面阐述本研究的重要发现。首先，同一个

测试程序中总有 1 个或 2 个事件的重要性远远

高于其他事件。例如，在 Aggregation 程序中，

MCMO 和 ISIF 是最重要的两个事件，它们的重

要性都大于 5.8%，而其余事件的重要性都低于 
3.6%。其次，对于不同的基准测试程序，其最重

要的事件是不尽相同的。例如，受 K-means 程序

影响最大的硬件事件是 ISIF；而受 Bayes 程序影

响最大的硬件事件是 BIEB。这意味着不同的测

试程序在微体系结构层面的特征不一样。最后，

纵观 8 个 Spark 测试程序，它们较重要的事件存

在交集，说明 Spark 程序之间也存在共同的重要

硬件事件。其中，ISIF 和 BIEB 在所有的基准测

试程序中都很重要。同时，这个特点也体现在 
Mix 程序中，一定程度上说明这些结论得到了佐

证。另外， PWI3、MCMO 和 LDRW 在数据库

操作相关的负载中重要性较高。以上发现都可以

有效地用来指导以 Spark 为例的 in-memory 程序

的性能优化。

  由于目前在研究文献中尚没发现利用硬件事

件指导大数据框架参数调优的研究。为验证本文

提出的硬件事件重要性排序的效果，我们构建了

一个传统的基于梯度提升回归树的 Spark 参数调

优模型，与本文提出的在性能事件重要性指导下

的 Spark 参数调优进行对比。

  传统的 Spark 参数调优模型[35]将 Spark 配置

参数视为模型的特征，对这些参数随机设定参数

值后运行负载，记录程序完整的运行时间，并将

这个运行时间视为模型的响应变量。这个过程需

要构造充足的实验样本才能让模型精确，以确定

影响程序性能最重要的参数。另一方面，通过

将最精确性能模型得出的排名前 10 的硬件性能

事件与 Spark 参数进行关联，直接关注与重要事

件紧耦合的 Spark 参数，即可快速得出影响程序

性能的重要参数。基于硬件性能事件重要性指导

的 Spark 参数调优方法的数据收集阶段与传统的 
Spark 参数配置方法相同。而在训练性能模型阶

段，我们构造事件与 Spark 参数的混合向量，如

公式(9)所示。

       (9)
其中，e 代表事件；p 代表 Spark 参数，一般 n 取 

表 1 事件描述

Table 1 Event name and description
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10 以内。然后将这样的样本向量投入机器学习

模型中训练，以执行时间作为模型拟合的目标

变量。

  在模型训练过程中，可以找出任一事件和任

一 Spark 参数之间的相关性。在最紧耦合的一

对事件和参数中，我们即可确定这个参数为调

优目标。

  实验结果表明，以  Pagerank 为例，构建 
Spark 参数模型至少需要构建 6 000 组训练样本

(6 000 次程序运行)才能有效地找出最重要的参

数。而训练最精确性能模型本身需要花费 3 277 
条样本(60 次程序运行)，计算排名前 10 的硬件

性能事件与 Spark 参数的耦合程度需要构造 1 520 
条样本，如表 2 所示。而二者最终确定的重要 
Spark 参数一致。

表 2 模型结果对比

Table 2 Comparison of model results

  由此可以发现，最精确性能模型方法的性能

优于传统的基于机器学习方法的 Spark 参数调优

性能。但是，受到负载程序运行时间有限的影

响，最精确性能模型的精度略低于对 Spark 参数

直接建模。所以在对精度要求高的任务中，二者

可以互补，先由最精确性能模型快速选出大致的

调参范围，再建立这些参数的机器学习模型，更

精确地得出具体的调参对象。

5 总结与展望

  由性能计数器记录的性能监测数据，能够很

好地洞察云计算负载的性能表现。本文提出一种 
CPU 性能大数据的挖掘方法，通过迭代使用梯度

提升回归树算法构建性能模型，分析出云环境下

负载的性能事件重要性排序，从而指导云平台的

性能调优。

  由于终端用户很少拥有关于系统底层和性能

事件的领域知识，这让用户对使用相关的性能分

析工具造成了障碍。本文提出的最精确性能模

型，通过对事件受 IPC 影响的重要程度排序来

降低事件空间。这种方法使得用户不需要完全了

解几百个全部事件的含义，只需要熟悉掌握个别

少数事件，就能快速分析系统性能，参与性能调

优。文中还实现并分析了一个对 Spark 配置参数

调优的案例，这个案例很好地将硬件层和应用层

结合在一起。

  尽管本文获得了一定的成果，但仍存在一些

不足之处。首先，OCOE 方式收集性能数据记录

始终效率较低，数据准备过程时间较长。在后续

研究中，可以使用统计机器学习领域的一些方法

对 MLPX 方式监测到的性能数据进行数据清洗，

提高数据质量。由此，解决了 MLPX 方式监测

数据带来的误差，使得性能监测过程既提高了效

率，又保证了数据的可靠准确。其次，除了本文

所述的关注事件受性能影响的重要程度，量化研

究事件与事件之间的相互影响程度也十分必要。

综合利用事件重要性排名和事件之间的相关性可

用于快速优化大数据分析程序的性能。
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