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摘  要  自动驾驶是人工智能研究的重要应用领域，文章提出了一种基于深度强化学习的自动驾驶策略

模型学习方法。首先采用在线交互式学习方法对深度网络模型进行训练，并基于专业司机的经验数据对

模型进行预训练，进而结合经验池回放技术提高模型训练收敛速度，通过对状态空间进行聚类再采样，

提高其独立同分布特性以及策略模型的泛化能力。通过与神经网络拟和 Q-迭代算法的比较，所提方法的

训练时间可缩短 90% 以上，稳定性能提高超过 30%。以复杂度略高于训练集的测试道路长度为基准，与

经验过滤的 Q-学习算法相比，采用聚类再采样的方法可以使策略模型的平均行驶距离提高 70% 以上。
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Abstract Automatic drive is an important application field of artificial intelligence. In this paper, a novel 
training strategy for self-driving vehicles was investigated based on the deep reinforcement learning model. 
The proposed method involves a Q-learning algorithm with filtered experience replay and pre-training with 
experiences from professional drivers, which accelerates the training process due to reduced exploration spaces. 
By resampling the input state after clustering, generalization ability of the strategy can be improved due to the 
individual and independent distribution of the samples. Experimental results show that, in comparison with 
conventional neural fitted Q-iteration algorithm, the training efficiency and controlling stability can be improved 
more than 90% and 30% respectively by the proposed approach. Experimental results with more complex testing 
tracks show that, average travel distance can be improved more than 70% in comparison with the Q-learning 
algorithm by the proposed method. 
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1 引  言 

  近年来，随着经济的发展和城镇化的推进，

全球汽车保有量和道路里程逐步增加。中国市场

调查网显示，截至 2016 年 6 月底，全国机动车

保有量已达 2.85 亿辆，其中汽车为 1.84 亿辆[1]。

随着群众机动出行的需求不断提高，我国汽车保

有量保持快速增长趋势，诸如交通拥堵、事故、

尾气排放、土地资源紧缺等一系列传统汽车无

法妥善解决的问题日益凸显。据国家统计局统

计，2014 年每万辆机动车的道路交通死亡率为 
2.22%，全年交通事故造成高达 34 292 人的死

亡[2]。然而，有研究表明，估计 90% 的交通事

故是由于驾驶员的失误造成的，主要包括注意力

不集中、判断失误和情境意识不足等因素[3]。

  随着互联网技术的迅速发展，汽车工业科技

含量水平得到了巨大的提高。虽然车辆中已经存

在很多安全技术措施来减少交通事故发生时对驾

驶员的伤害，但仍然不能从根本上解决人为因素

造成的安全隐患[4]。自动驾驶技术被视为这一系

列交通问题的有效解决方案，其发展备受瞩目。

Google、特斯拉、百度和其他科技公司等在自动

驾驶技术上均投入巨大的研发力量，并且有部分

车辆模型已经在道路上进行测试。美国电气和

电子工程师协会(IEEE)预测，至 2040 年自动驾

驶车辆所占比例将达到 75%[5]。然而，就目前来

说，开发出能够自如应对各种复杂多变路况下的

自动驾驶系统仍然是一项巨大的挑战。

  Q 学习是一种免模型的强化学习方法，其最

通用的方式是构造一个列表存储所有状态-动作

对的评价值，通过不断重复访问任意状态，尝

试不同的动作来不断更新其状态-动作值。根据

贝尔曼最优方程，其状态-动作值最终会收敛到

一个最优策略[6]。其必要条件是需要不限次数访

问所有的状态，而面对巨大的状态和动作空间

的时候，这种方法是不能奏效的。Riedmiller[7]

提出用神经网络拟和 Q-迭代算法(Neural Fitted 
Q-iteration，NFQ)代替列表的形式，来学习动作

值函数。它通过存储每次实验的历史数据，重复

计算奖励回报来对神经网络进行训练，这种方法

在简单的控制任务，如倒立摆、登山车等，具有

比较好的性能表现。但明显地，其对所有经验数

据处理的资源消耗是不可避免的。在面对状态空

间和动作空间较大的时候，其学习效率很低，而

在稍微复杂的道路环境中，它并不能直接实现成

功学习到驾驶策略模型。

  2006 年，Hinton 等[8]提出的深度信念网

络(Deep Belief Networks)开创了深度学习的一

个新纪元。2013 年，Krizhevsky 等[9]在大规模

视觉识别挑战赛(ImageNet Large Scale Visual 
Recognition Competition)使用卷积神经网络取得

突出成绩之后，深度学习开始在计算机视觉、语

音和文本分析等领域得到广泛应用[8,10,11]。鉴于

强化学习方法所具有的普适性，研究人员开始结

合深度学习和强化学习来解决控制和决策领域的

难题[12,13]。其中，Mnih 等[10,13]提出的 DQN(Deep 
Q-Network)算法最具代表性，通过直接对雅达

利 2600 游戏的图像信息进行学习，从而得到其

控制策略，并在部分项目上远超人类游戏玩家。

随后，DQN 算法在不同领域得到推广与应用。

2016 年，Bojarski 等[14]提出使用卷积神经网络

进行自动驾驶系统研究的方案。Sallab 等[15]提出

使用 DQN 算法进行车道保持辅助系统的仿真研

究，并对使用不同终止条件对学习到车道保持策

略的影响进行了讨论，但文章仅给出了试验次数

的变化情况，并没有给出具体的训练时间的对

比。2017 年，Chae 等[16]提出使用 DQN 进行自

动刹车系统研究的方法，在经过将近 7 万次模拟

试验后，可以学习到自主刹车的能力。

  受前人工作的启发，本文提出一种基于深度

强化学习的自动驾驶策略模型学习的新方法：采

用强化学习的在线交互式学习方法对深度网络模
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型进行训练，并基于专业司机的历史数据信息对

模型进行预训练，然后结合经验池回放技术，有

效提高收敛速度；同时对状态空间进行聚类再采

样，提高其独立同分布的特性，因此提高了策略

模型的泛化能力。最后，本文基于训练数据样本

的不同处理方法，对策略模型的训练效率进行了

更加详细的讨论。

2 基于强化学习的控制方法

2.1 强化学习

  强化学习的灵感来源生物学中的动物行为训

练，训练员通过强化与惩罚的方式让动物学会一

种行为与状态之间的某种联系规则[17]。强化学

习就是要解决这类问题：一个能够感知环境的智

能体(Agent)怎样通过学习选择达到其目标的最

优动作[18]。强化学习的基本框架可以描述如图 1 
所示。
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图 3 预训练网络的结构 

Fig. 3 The structure of pre-training network 

 

 

交互模块
Q-网络 Q-网络

执行模块 学习模块
绑定

模式

损失函数

存储

聚类分析，再
采样处理

输出层输入层

TORCS
服务器模块

St

at

St+1－St

Q(st, at)

智能体
(Agent)

环境
(Environment)

状态 St

行动 at

a0 a1 a2

S0 S1 S2
r0 r1 r2

回报 rt

ε＝＋60°

图 1 强化学习基本框架

Fig. 1 The basic framework of reinforcement learning

  此 Agent 生存的环境描述为所有可能状态的

集合 S，执行任意可能动作的集合 A。每次在某

种状态 St 下，执行某一动作 at，此 Agent 会收到

一个实值回报 rt，它表示此“状态-动作”转换

的立即值。如此产生一系列的“状态-动作-立即

回报”，如上图 1 所示。Agent 的任务就是要学

习一个控制策略 π：S→A，使这些回报的累积和 

( )的期望最大化[19]。

2.2 基于表格式 Q 学习的控制方法

  近年来，强化学习算法中一个重要的分支为 
Q 学习的算法[6]，它可通过构造一个大表来表示

其策略假设 ，其中每一个状态-动作对均有一个

表项 。Agent 观测其当前的状态 s，选择某

个动作 a，执行此动作，然后观测回报值 r 和下

一状态 。Agent 不断重复此过程并以公式(1)

更新 [18]。

      (1)
  在确定性回报和动作假设下的 Q 学习算法的

流程描述如下：

  (1)对每个(s, a)初始化表项 为 0；
  (2)观察当前状态 s；
  (3)一直执行，直到 收敛：

   (a)选择一个动作 a 执行；

   (b)接收立即回报 r；

   (c)观察新状态 ；

   (d)按照公式(1)更新表项 。

  在任意状态-动作对被无限次数访问的条件

下，Q 学习算法被证明是可以收敛的[18]。然而

在面对高维度状态空间和动作密集型的复杂问

题时，用表项存储状态-动作对的方法将很难收

敛，并且在巨大的表项中，数据的存储、查找都

将是极大的挑战。

2.3 基于神经网络拟和 Q-迭代的控制方法

  基于显式查表式的 Q 学习方法是一种机械式

的学习方法，并不会通过在已看到的状态-动作

对中进行泛化，来估计未看到的状态-动作对的 
Q 值。1995 年，Tesauro[20]使用神经网络和后向

传播算法，结合时间差分(Temporal Difference，
TD)训练法则成功实现了 TD-Gammon 算法，它

使用了 150 万个对弈棋局来进行训练学习棋策

略。Riedmiller[7]在 2005 年提出神经网络拟和 Q-
迭代算法，通过存储和重复使用经验值，只需要

使用较少次数的交互迭代，就可以让神经网络学

会解决一级倒立摆、登山车等简单的控制问题。
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然而，在自动驾驶复杂的场景下，历史数据的产

生是巨大的，并且在单次试验中数据的相关性较

强。故这种方法并不能解决自动驾驶的问题。

2.4 经验池回放

  经验池回放(Experience Replay)的概念由 
Lin[21]在其 1993 年的博士论文里第一次提出。

它的做法是，从以往的状态转移经验中随机采样

数据进行训练，其作用在于克服经验数据的相

关性和非平稳分布的问题，同时也增高了数据的

利用率。2013 年 Mnih 等[13]提出的 DQN 算法，

他们用经验池回放技术来解决深度强化学习中观

测状态序列具有相关性的问题。Xia 等[22]通过构

造具有两个参数的可变容器来实现 DQFE(Deep 
Q-learning with Filtered Experiences)算法，即具

有状态序列对的最大数量 μrms 和试验(Episode)最
大次数 Knum 两个参数约束的容器。目的是希望经

验池保留一些较优的历史数据，Agent 的学习单

元在每完成一次试验后进行学习，更新网络模型

的权值。经验池的增量表达式可表示为：

       (2)

其中，函数 len()和 num()分别用来计算经验池

中状态序列的个数和试验的次数。在每次试验结

束时，通过这两个函数去检测经验池中的数据，

当同时满足这两个条件的时候，将新试验中的序

列全部加入到经验池中，并且不删除经验池中已

有的任何数据，否则剔除经验池中最差的一次试

验数据。

2.5 自动驾驶仿真平台 TORCS

  TORCS(The Open Racing Car Simulator)是
一款高度可移植、跨多平台(Windows、Linux、
FreeBSD、OpenSolaris 和 MacOSX)的多车竞

技、开源游戏平台，它通过构建真实车辆的发

动机模型、离合器模型、变速箱模型以及刹车

模型等车辆物理动态模型，结合车辆的物理碰

撞损耗、轮胎软硬特性和空气运动学等物理破

环模型，以及基于不同道路阻尼系数和倾斜度

等的赛道模型之上，来实现车与赛道环境的真

实模拟交互，设计十分合理且逼真[23]。基于开

源的特性，设计开发者可以获得仿真环境下所

有车辆的真实数据，包括速度、位置和油耗等

信息，可以较真实地反应不同车辆在各种现实

环境下的驾驶动态。因此，TORCS 也成为一款

较流行的 AI(Artificial Intelligence)博弈平台，

受到了人工智能和智能控制等领域众多研究工

作者的青睐。

  通过  TORCS 的技术文档可以得知，在 
TORCS 并不能直接去控制车辆的速度和加速

度，实际是通过后台算法模拟驾驶员的实际驾

驶特性，并通过输入命令直接去控制汽油引

擎、油门和刹车等，从源代码中控制信息的数

据结构体里，可以清晰地看到方向盘、油门和

刹车等物理量的定义，这与真实环境下驾驶员

的驾驶特性是完全一致的。因此，本文方法也

是基于 TORCS 平台构建新的自动驾驶仿真系统

来验证算法的可行性。

3 基于深度强化学习的自动驾驶策略

  传统的智能车开发主要基于样车设计和控制

算法，通过实车调试，再进行相应的修改，此类

模式具有开发成本高、开发周期长和对硬件设备

可靠性极度依赖的缺点。采用虚拟开发的模式，

可以让开发设计师在考虑车辆运动学特征的同

时，将注意力集中在车辆调度策略和控制算法

上[24]。虚拟平台验证算法之后再进行实车开发，

可以大大提高开发效率并降低成本。因此，本文

采用的是虚拟开发调试算法的技术路线。

  本文基于 TORCS 仿真平台，将深度强化学

习、经验池回放以及聚类分析等技术结合应用到

自动驾驶的技术研究上，实现自动驾驶的仿真系

统，并验证本文提出的算法是有效可行的。
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3.1 学习策略模型架构

  本文基于 TORCS 仿真平台构建了新的策略

模型的训练平台，然后将深度强化学习、经验池

回放以及聚类分析等技术结合应用到自动驾驶的

技术研究上，组成完整的自动驾驶策略模型的训

练与测试一体的系统，具体架构如图 2 所示。以

强化学习的框架来划分，包括环境和 Agent 两大

主要板块；然后借鉴深度学习的思想，用预训练

模块给网络模型设置一个较好的初始权值；最后

构建一个测试模块在每次训练之后，进行模型性

能的测试。

3.2 预训练网络的初始权值

  受深度学习中预训练思想的启发，本文方法

设置了一个预训练模块，通过采集一个赛车手代

码控制行驶的状态和动作数据，来对我们的网络

模型进行预训练[25]。实验对动作空间中的方向盘

值进行离散化，以最接近赛车手方向盘量的离散

值作为网络的输入，以有限次数的迭代方式使网

络输出逼近当前状态与下一状态的变化量，其网

络结构如图 3 所示。通过设置少量的训练次数，

让网络去逼近两次状态之间的变化量。实验数据

显示，预训练网络的权重平均值在 0～5 时，可

以达到较好的训练加速效果。

3.3 状态信息聚类分析

  在对状态信息进行深入分析后，我们发现

经验池中具有很多冗余的数据，智能体在探索

图 2 学习策略模型的架构

Fig. 2 The architecture of train strategy

图 3 预训练网络的结构

Fig. 3 The structure of pre-training network
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Fig.2 The architecture of train strategy 
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图 3 预训练网络的结构 

Fig. 3 The structure of pre-training network 
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环境的过程中，有时也会产生很多没有实际意义

的经验数据，如在有的试验过程中行驶的路程过

短。过多冗余的数据和无实际意义的数据会给我

们的交互学习带来很多障碍，因此本文方法对经

验池中数据的处理做了进一步的改进。在尽量保

证数据独立同分布的前提下，通过聚类再采样的

方法，使用更少的经验池数据，更高效地训练我

们的自动驾驶策略模型。首先，本文方法还是借

用专业选手的数据，获得一个初步的分类模型。

即将道路属性和驾驶动作放到同一空间进行归

类。图 4 所示为将状态和动作数据分为 5 类的场

景。由于是高维度的数据，不便于展示，于是只

选取了一维连续的子空间 trackPos 进行展示。图 4
中 x 轴为状态序列编号，y 轴为 trackPos 传感器

的值，这一维数据显示，其相近物理空间下的值

是属于同一类，侧面论证本文的聚类分析是正确

的。当 Agent 从经验池采样数据进行训练时，首

先会根据状态和动作的值，计算与每一类别的距

离，并将其分配到最近的一类。处理完所有试验

序列后，再根据同类别下的数据按比例进行均匀

间隔采样，最后再整合成一个新的子数据集，最

后从这个子数据集内选取数据训练网络模型，该

方法记为 DQFE-C 算法。聚类分析处理的详细算

法步骤如表 1 所示。

3.4 模型的交互式学习和测试

  在每一个控制周期，本文方法先通过构建的

交互模块观测 TORCS 服务器反馈的车辆和道路

的最新状态。基于此状态，本文方法首先会计算

上一状态对应控制动作的立即回报，然后再用

我们的网络度量当前状态，并给出相对应的动

作反馈给 TORCS 服务器，其交互式的操作过程

如图 5 所示。

  在每次试验结束的时候，再调用 Agent 中的

学习单元用 Rprop[26]算法对网络模型进行训练，

训练时采用的数据集是由 3.3 节描述的聚类分析

表 1 聚类分析(DQFE-C)算法

Table 1 The algorithm of clustering analysis
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图 6自动驾驶仿真平台架构 

Fig. 6 The architecture of the self-driving simulation platform 
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所得到的。每次训练之后调用测试模块来检测当

次学习后模型的性能。在学习过程中，本文方法

期望控制的车辆能够以较好的行驶速度跟踪道路

的中线，且尽量不频繁的急速变换方向，于是构

造了如式(3)所示的奖励回报函数 r。
           (3)
其中，  为相邻状态跑过的有效距离；  为行

驶方向与道路切线夹角；  为权重缩放因子； 
 为车辆距离路沿的距离阈值；sgn 符号函数在 

trackPos 的值大于  的时候，取值无穷小，意在

表达车辆太靠近道路边界时的惩罚。

4 实验设置 

4.1 自动驾驶仿真平台环境配置

  基于 TORCS 开源平台及其发起的 SCR 竞
赛(Simulated Car Racing Championship)所用的框

架模型，本文构建了一个自动驾驶算法研究仿真

平台，框架如图 6 所示。本文的算法同样以一个

客户端的形式通过 UDP(User Datagram Protocol)
通信方式与 TORCS 服务器建立联系，在每一个 
20 ms 的控制周期，算法接收来自服务器感知的

车辆状态和环境道路信息，然后算法计算出控制

指令反馈给服务器。TORCS 服务器根据接收到

的指令，模拟车辆和道路的物理变化过程，然后

传递到下一个控制状态。以此类推，直到车辆完

成预设的路程任务或者发生紧急情况(如碰撞损

坏、油箱缺油等)重新开始。

 TORCS 服务器提供 19 类模拟车辆状态信息的

传感器信号，鉴于车辆自动驾驶仿真系统的普适

性，本文构建了一个 TORCS 服务器的交互模块，

用作智能体(Agent) 与环境及其他模块的数据交

互。如图 2 中策略学习模型的架构中所示。通过

这个交互模块，我们选取了 4 类传感器信号来表

征车辆的状态。如图 7 所示，trackPos、角度、测

距传感器组 track 和 speedX 分别表示车与道路中

线的距离、车前进方向与道路切向的夹角、安装

在车前方的 19 个可配置位置的距离探测器的值和

车辆在道路切向上的速度分量。所有输入到策略

模型的传感器值均归一化到［－1，1］的范围。

4.2 训练和测试道路选择

  训练自动驾驶策略模型时选用的道路是图 
8(b)中展示的 CG Speedway number 1 地图，为

更加全面地评估自动驾驶策略模型的性能，本文

方法选取了三个不同复杂度的地图对模型进行测

试。图 8 中展示的是测试用的三个地图，从(a)
到(c)道路的路程越来越长，同时道路元素的复

杂性也越来越高。

4.3 模型参数配置

  模型中车辆方向盘的驾驶动作集合为[－0.5, 
－0.23, －0.13, －0.07, －0.02, 0, 0.02, 0.07, 0.13, 
0.23, 0.5]，其中各值的大小是标准化后的数值。

车前方测距传感器的配置角度分别为[－45, －19, 
－12, －7, －4, －2.5, －1.7, －1, －0.5, 0, 0.5, 1, 
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图 6 自动驾驶仿真平台架构

Fig. 6 The architecture of the self-driving simulation platform

图 7 传感器示意图

Fig. 7 The illustration of sensor

                    (a) E-地图 5 (1 621.73 m)              (b)CG Speedway number 1 (2 057.56 m)                            (c) E-地图 4 (7 041.68 m) 

图 8 训练和测试用道路

Fig. 8 The demonstration of track in training and testing

Fig. 4 The illustration of clustering analysis 
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1.7, 2.5, 4, 7, 12, 19, 45](单位：度)。在本文训练与

测试过程中，其他主要的参数配置如表 2 所示。

5 实验结果

5.1 计算资源消耗对比

  从学习的时间上来看，随着训练的迭代，本

文提出的方法单次训练时间是会收敛的，如图 9 
所示。在 DQFE 算法中引入约束的经验池回放

后，每次训练的迭代时间会收敛在 320 s 左右。

本文进一步引入聚类分析再采样数据集训练的方

法后，每次训练的迭代时间最终会稳定在 65 s 左
右。然而，NFQ 算法随着交互数据的增加，所花

费的计算时间也越来越多，300 次试验的平均训

练时间为 820 s 左右，故本文提出的 DQFE-C 算
法可以降低大约 92% 的时间消耗。实验数据表

明，本文提出的算法有效，并且基于聚类思想的

措施可以使算法的时间消耗进一步降低到 DQFE 
算法的 1/5 左右。综上表明，本文方法所消耗训

练时间的优势是明显的。

 5.2 模型的学习效率及控制性能对比

  本文提出的算法在降低单次训练时间的基础

上，训练的次数也得到保证，并且在引入聚类分

析的改进方法中，学习效率也得到改善。分别用

三种方法进行 300 次试验，我们记录了实验过程

中获取跑完全程策略的次数，如图 10 所示。从

表 2 参数配置

Table 2 Parameter configuration
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图 9 不同算法的单次训练时间对比

Fig. 9 The comparison of training time between different 

algorithms

图 10 不同算法成功完成任务的对比

Fig. 10 The comparison of successfully finished tasks 

between different algorithms

100

80

60

40

20

0

NFQ
DQFE
DQFE-C

50 100 150 200 250 300

成
功
完
成
任
务
的
次
数

试验次数

0.2

0.1

0

－0.1

－0.2

－0.3
50 10 15

(a)

20 25 30

0.125

0.100

0.075

0.050

0.025

50 10 15

(b)

20 25 30

距
道
路
中
线
的

平
均
误
差

 (m
) 

标
准
差

 (m
) 

总
的
训
练
时
间

 (h
) 

聚类数量

聚类数量

60

50

40

30

20

10

50 10 15 20 25 30
聚类数量



集  成  技  术 2017 年                   38

记录的数据来看，本文改进的 DQFE-C 方法，在

第 25 次试验处即学会行驶当前整个道路的控制

策略，而 NFQ 算法却用了 160 次试验。

  三种算法分别训练 300 次以后，将获得的

最新策略在同一地图(图 8(b)中 CG Speed way 
number 1)下进行 50 次测试，分别计算车辆行驶

的轨迹和道路中线的平均距离及标准差来进行对

比。从表 3 的对比结果来看，与 NFQ 和 DQFE 
算法对比，本文提出的算法均具有一定的优势。

从数据上可以看到，本文改进的 DQFE-C 算法

在控制车辆的稳定性上有很大提高，并且学习到

驾驶策略模型的稳定性大大提高，学习到的策略

模型在同一地图下可以 100% 的通过率驾驶完全

程，而 NFQ 算法学习到的策略在 50 次测试中只

有 66% 的测试通过率，DQFE 算法也有一次失误

发生。由于训练和测试道路均为多处连续左转路

段(如图 8(b)所示)，本文提出的 DQFE-C 算法

学习到的控制策略具有靠右行驶的趋势，其行驶

轨迹稳定在靠右边的 1/4 处，故导致了平均误差

为－0.278 1。关于控制误差的范围，由于在左右

转弯的时候，学习到的控制策略会考虑以某种切

线角度过弯，而非一直跟踪中线，所以在过弯的

时候可能会出现较大的控制误差。

6 讨  论

  在这一部分，将讨论聚类数量对本文提出方

法的影响，主要包括策略模型训练的效率以及经

训练得到策略模型的控制效果和泛化能力。

6.1 聚类数量对模型控制效果的影响

  为测量不同聚类数量对策略模型学习的影

响，实验条件设置为聚类类别不同、其他参数均

一致，进行策略网络模型的学习，均以第 10 次
获取到成功跑完全程的策略模型为参考节点。在 
50 次测试中，我们记录了该策略模型驾驶车辆

的行驶轨迹与道路中线的平均误差值和标准差，

结果如图 11 所示。并且记录了在多种不同聚类

类别下的训练花费的总时间，如图 12 所示。然

后，用获得的最新策略在同一个道路上进行测

试，来评测其模型的控制性能。

  随着聚类分析中采用类别数目的增加，得到

的策略模型跟踪中线目标的控制效果呈调节式趋

近的现象。然而，当聚类数目过多的时候，控制

的抖动性呈增大趋势。并且从图 12 的训练时间

表 3 算法控制性能对比

Table 3 Performance comparison between different control algorithms
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图 11 不同类别聚类的影响

Fig. 11 The effect from different number of clusters



夏  伟，等：基于深度强化学习的自动驾驶策略学习方法3 期 39

上来看， 当聚类超过 20 的时候，训练时间的代

价是巨大的。综上来说，聚类类别数在 5～15 的
时候，可以获得比较好的控制性能和学习效率。

6.2 聚类数量对模型泛化能力的影响

  前面实验的训练和测试均是在同一地图(图 
8(b)中 CG Speed way number 1)进行的。为进一

步评测聚类数量对模型泛化能力的影响，本实验

将在图 8(b)中训练得到的模型，分别放在比训练

地图稍简单和稍复杂的道路上进行泛化能力的测

试，不同地图的具体参数如图 8 所示。

  表 4 为 50 组测试的归一化数据结果，其

中数值 1.000 表示通过了 50 次全部的测试。

数据表明，聚类类别过少的情况下，模型的泛

化能力相对要差，并且在类别为 10 的时候，

DQFE-C 算法学习到的模型具有最好表现。在

稍复杂的地图 3 上，经聚类分析得到策略模型最

好的实验结果与没有采用聚类分析时的 DQFE 算
法相比，平均行驶距离提高了 73.4%。分类过细

的时候，在复杂地图并不能带来性能的提升，可

能是由于在新的、复杂地图上，有的状态不能很

好地归属到特定类别上去。

  由于本文在实验中设置，当模型车即将碰上

道路边沿的时候，即终止此次试验。故实验获取

可行策略后，可能不会一直稳定收敛，即学习到

一个驾驶策略后可能会再次出现不能行驶完预设

任务的情况。并且由于本文方法在处理方向盘控

制量的时候，使用的仍是离散的量，故导致模型

车的驾驶动作可能会略微生硬，后续的优化过程

中应该要更多地考虑到如何使用连续的驾驶动作

进行控制。

7 结  论

  鉴于车辆驾驶所处环境的极其复杂和易变

性，开发一个具有 L-4 等级的自动驾驶系统仍然是

一个极具挑战性的工程。然而，深度强化学习的

通用性能给自动驾驶提供了一个新方向。本文提

出一种基于深度强化学习的自动驾驶策略模型学

习的新方法：首先基于专业司机的历史数据信息

表 4 聚类数量对策略模型泛化能力的影响

Table 4 The effect on generalization ability with different cluster
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图 12 不同类别聚类情况下，第 10 次获得模型的总时间

Fig. 12 The entire training time of 10th strategy from 

different number of clusters
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对模型进行预训练，然后结合经验池回放技术和

聚类再采样的处理方式，采用强化学习的在线学

习方法对深度网络模型进行训练，有效地提高了

策略模型的泛化能力。实验结果显示，文章提出

的方法与神经网络拟和 Q-迭代算法相比，在 300 
次实验中降低 92% 左右的时间消耗，同时在 50 次
测试中，稳定性能提高约 34%。泛化能力测试数

据表明，以复杂度略高于训练集的测试道路长度

为基准，与 DQFE 算法相比，采用聚类分析的方

法可以使策略模型的平均行驶距离提高 73.4%。
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